
A	  Concave	  Regulariza1on	  Technique	  
	  for	  Sparse	  Mixture	  Models	  

We	  wish	  to	  u1lize	  the	  natural	  assump1on	  that	  each	  document	  contains	  only	  a	  few	  
topics.	  We	  formalize	  this	  sparsity	  assump1on	  by	  placing	  Pseudo-‐Dirichlet	  priors	  on	  
each	  vector	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  of	  topic	  probabili1es.	  The	  resul1ng	  M-‐step	  
maximiza1on	  of	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  is	  then	  addi1vely	  separable	  with	  decoupled	  constraints:	  
	  
	  
	  
Here	  our	  prior	  only	  effects	  the	  maximiza1on	  of	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  .	  	  Deno1ng	  the	  
parameters	  of	  the	  dth	  prior	  by	  	  	  	  	  	  	  	  	  	  	  	  ,	  where	  	  	  	  	  	  	  	  	  	  	  	  	  	  ,	  the	  Lagrangian	  for	  this	  
constrained	  op1miza1on	  problem	  is:	  
	  
	  
	  
where	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  and	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  .	  
	  
Observe	  that	  the	  Lagrangian	  is	  non-‐concave.	  	  
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Mar1n	  Larsson,	  Johan	  Ugander	  

A	  common	  challenge	  for	  latent	  variable	  mixture	  models	  is	  a	  desire	  to	  impose	  
sparsity.	  Since	  mixture	  distribu1ons	  are	  constrained	  in	  their	  L1	  norm,	  L1	  
regulariza1on	  becomes	  toothless,	  and	  concave	  regulariza1on	  becomes	  necessary.	  	  

Concave	  regulariza1on	  tends	  to	  involve	  EM	  algorithms	  that	  must	  maximize	  a	  	  	  	  	  	  	  	  	  	  	  	  	  
non-‐concave	  func1on	  in	  their	  M-‐step.	  We	  introduce	  a	  technique	  for	  circumven1ng	  
this	  difficulty,	  using	  the	  so-‐called	  Mountain	  Pass	  Theorem	  to	  provide	  easily	  
verifiable	  condi1ons	  under	  which	  the	  M-‐step	  is	  well-‐behaved	  despite	  the	  lacking	  
concavity.	  	  

We	  also	  develop	  a	  correspondence	  between	  logarithmic	  regulariza1on	  and	  what	  
we	  term	  the	  pseudo-‐Dirichlet	  distribu1on,	  a	  generaliza1on	  of	  the	  ordinary	  Dirichlet	  
distribu1on	  well-‐suited	  for	  inducing	  sparsity.	  	  

Mo1va1on	  

A	  Challenge:	  Sparse	  MAP	  PLSA	  

Pseudo-‐Dirichlet:	  A	  Sparse	  Prior	  for	  Regulariza1on	  

Probabilis1c	  Latent	  Seman1c	  Analysis	  (PLSA)	  [1]	  assumes	  the	  following	  model	  for	  
each	  (word,	  document,	  topic)	  triplet:	  
	  
	  
The	  corresponding	  regularized	  log-‐likelihood	  is	  then:	  
	  
	  
	  
	  
	  
where	  	  	  	  consists	  of	  the	  model	  parameters	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  ,	  and	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
counts	  the	  occurrences	  of	  word	  w	  in	  document	  d,	  and	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  .	  
This	  leads	  to	  the	  following	  EM	  algorithm:	  
	  
	  
	  
	  
	  
	  
	  
	  
The	  natural	  sparsity-‐inducing	  prior	  is	  the	  Dirichlet	  distribu1on	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  .	  	  In	  order	  to	  
infer	  a	  PLSA	  model	  with	  sparse	  priors,	  there	  are	  then	  two	  challenges:	  

1.  M-‐Step	  maximiza1on	  is	  non-‐concave	  for	  all	  sparse	  priors.	  
2.  The	  log-‐likelihood	  func1on	  is	  unbounded	  for	  Dirichlet.	  

Global	  maximum	  without	  concavity	  

Demonstra1on	  

EM	  under	  Pseudo-‐Dirichlet	  

To	  address	  the	  non-‐concavity	  of	  the	  Lagrangian,	  we	  provide	  the	  following	  theorem:	  
	  

	  	  	  	  	  	  	  	  	  Theorem:	  
	  
	  
	  
	  
	  
	  
	  
	  
Sketch	  of	  Proof	  
For	  each	  Lagrangian	  	  	  	  	  	  	  :	  
•  Prove	  existence	  of	  a	  sta1onary	  point.	  
•  Prove	  that	  the	  Hessian	  is	  nega1ve	  definite	  at	  every	  sta1onary	  point.	  	  	  
•  In	  par1cular,	  every	  sta1onary	  point	  is	  a	  strict	  local	  maximum.	  
•  Apply	  the	  Mountain	  Pass	  Theorem	  (Courant	  1950)	  [3]:	  

•  There	  can	  only	  be	  one	  sta1onary	  point.	  
	  
Proof	  by	  picture	  of	  the	  	  
Mountain	  Pass	  Theorem:	  
	  

Training	  a	  topic	  model	  for	  a	  corpus	  of	  2,406	  blogs,	  showing	  ordinary	  PLSA	  vs.	  MAP	  
PLSA	  under	  Pseudo-‐Dirichlet	  prior:	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
Using	  the	  8	  inferred	  topic	  vocabularies	  above,	  we	  generated	  2,406	  sparse	  topic	  
distribu1ons,	  one	  for	  each	  document.	  We	  used	  this	  to	  construct	  a	  new	  word-‐
document	  distribu1on	  Q(w,d),	  from	  which	  we	  sampled	  N	  word-‐document	  pairs,	  
producing	  a	  synthe1c	  corpus.	  From	  this	  corpus	  we	  inferred	  a	  Pseudo-‐Dirichlet	  MAP	  
model	  P(w,d),	  and	  evaluated	  the	  model	  perplexity,	  
	  
	  
over	  a	  range	  of	  the	  prior	  distribu1on’s	  parameters	  	  	  	  	  	  	  	  :	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
The	  dashed	  line	  indicates	  the	  perplexity	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  of	  the	  ground-‐truth	  
distribu1on,	  which	  is	  a	  lower	  bound.	  

  P(z|d), PLSA, Religion    P(z|d), Ps-Dir MAP, Religion  

  P(z|d), PLSA, Internet    P(z|d), Ps-Dir MAP, Internet  

  P(z|d), PLSA, Engineering    P(z|d), Ps-Dir MAP, Engineering  

 P(z|d), PLSA, Technology    P(z|d), Ps-Dir MAP, Technology    P(z|d), PLSA, Fashion    P(z|d), Ps-Dir MAP, Fashion  

  P(z|d), PLSA, Media    P(z|d), Ps-Dir MAP, Media  

  P(z|d), PLSA, Tourism    P(z|d), Ps-Dir MAP, Tourism  

  P(z|d), PLSA, Law    P(z|d), Ps-Dir MAP, Law  

-‐  Can	  our	  regulariza1on	  technique	  be	  applied	  successfully	  to	  other	  inference	  tasks	  
analyzing	  mixture	  distribu1ons	  with	  a	  fixed	  L1	  norm?	  Possible	  examples	  include	  
porbolio	  op1miza1on	  in	  finance	  and	  variable	  reduc1on	  in	  sta1s1cs.	  	  

-‐  Similar	  sum-‐log	  regulariza1on	  is	  used	  for	  sparse	  signal	  recovery	  (‘compressed	  
sensing’)	  in	  [4].	  Is	  there	  a	  unifying	  framework	  for	  these	  two	  approaches?	  

-‐  We	  observe	  that	  PLSA	  is	  incapable	  of	  achieving	  true	  sparsity	  (in	  the	  L0	  sense).	  Can	  
this	  or	  other	  methods	  be	  adapted	  to	  achieve	  true	  sparsity?	  

Defini1on:	  
	  
	  
	  
	  
	  
	  
	  
	  
Example	  of	  varying	  the	  parameters	  when	  p=2:	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
Note	  that	  the	  Pseudo-‐Dirichlet	  density	  is	  bounded	  for	  	  	  	  	  	  	  	  	  	  	  	  and	  	  	  	  	  	  	  	  	  	  	  ,	  while	  the	  
Dirichlet	  density	  with	  	  	  	  	  	  	  	  	  	  	  	  is	  not	  [2].	  Importantly,	  note	  also	  that	  	  	  	  	  can	  here	  be	  
nega1ve.	  For	  	  	  	  	  	  	  	  	  	  	  	  and	  	  	  	  	  	  	  	  	  	  	  	  ,	  it	  reduces	  to	  the	  ordinary	  Dirichlet	  density.	  	  
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